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3. INTRODUCCION

La convergencia del Aprendizaje Automético (ML!), el Big Data y la
comunicacién de Maquina a Maquina (M2M) estd transformando fun-
damentalmente las redes inaldmbricas. Con el creciente volumen de da-
tos generados en diferentes nodos de la red, el ML es esencial para
procesar y analizar informacién de manera eficiente. Al mismo tiempo,
las arquitecturas distribuidas en la comunicacion inalambrica M2M es-
tan evolucionando para admitir la computacién impulsada por ML en
el extremo o edge de la red, lo que garantiza el procesamiento en tiempo
real, la sostenibilidad y la eficiencia energética. La denominada compu-
tacion en el edge viene a sustituir la actual computacién centralizada en
el data center, denominado también cloud o nube. Dicho de otro modo,
se acerca el calculo al terminal de usuario o a la maquina, ganando di-
cho célculo en rapidez en llegar a destino. La figura 3.1. ilustra un posi-
ble caso de uso en conduccién auténoma. Si bien este cambio afecta a
todas las capas de la comunicacion M2M inaldmbrica, este trabajo se cen-
trara en determinados aspectos que afectan a la capa fisica.

)))) oo

Z
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Fig. 3.1. Ejemplo de la necesidad de calculo en el extremo de la red, en este caso el coche
auténomo y bicicleta, para evitar atropellos.

T ML son las siglas en inglés de Machine Learning o Aprendizaje automatico entre maquinas.
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3.1. Evolucion de la Comunicacion M2M

La comunicaciéon M2M ha avanzado significativamente desde sus pri-
meros sistemas de sefalizacion por cable hasta las modernas y sofis-
ticadas redes inaldmbricas. Algunos hitos clave incluyen la telemetria
en la década de 1920, que permiti6 la transmisiéon remota de medi-
ciones; los controladores 16gicos programables (PLC) en la década de
1950, que automatizaron los procesos en fabricas; las aplicaciones in-
dustriales basadas en GSM en la década de 1990, que posibilitaron la
comunicacion M2M a través de redes celulares (a modo de ejemplo, en
1995, Siemens desarroll6 médulos de datos GSM para aplicaciones in-
dustriales M2M, lo que marcé el surgimiento de las comunicaciones
celulares M2M); y la integracion con el Internet de las Cosas (IoT) en
la década de 2000, que facilité la conexion masiva de dispositivos y la
automatizacién en tiempo real. Uno de los early adopters fue la NASA
que comenzd a trabajar con Machine-to-Machine Intelligence (M2Mi)
Corp en inteligencia M2M automatizada.

Hoy en dia, la comunicacién M2M respalda aplicaciones en diver-
sas industrias como la manufactura, la salud, los negocios y la infra-
estructura de ciudades inteligentes, sentando las bases para las redes
de préxima generacion. La comunicacion M2M ha sido significativa-
mente mejorada por la tecnologia 5G, que proporciona comunicacio-
nes de tipo maquina masiva (mMTC), lo que permite la conexién de
una gran cantidad de dispositivos IoT de manera mas eficiente con un
uso reducido de energia y una mayor duracién de la bateria. Ademas,
ofrece una latencia ultra baja que habilita aplicaciones en tiempo real
como los sistemas auténomos, y la segmentacién de redes (network sli-
cing) que permite que las redes M2M funcionen de manera indepen-
diente dentro de una infraestructura compartida.

De cara a las futuras redes de comunicaciones, ya sean celulares
(6G) o en el espectro no licenciado (WLAN), uno de los avances clave
incluird sin duda una arquitectura de red basada en IA para mejorar
la adaptabilidad e inteligencia de los sistemas de comunicacién. La
comunicacién radio entre méquinas que deciden serd un hecho que,
junto con la indefectible incorporacién del segmento satélite en la
red moévil, permitiran operaciones remotas avanzadas de un modo
auténomo.
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3.2. Maquinas que deciden

El éxito del aprendizaje automatico o ML y la Inteligencia Artificial
(IA) en diversos &mbitos ha llevado a su integracién en la propia ma-
quina y en las comunicaciones M2M. Estas tecnologias permiten que
la maquina pueda gestionar el Big Data que ha generado (en los casos
de video camaras, vehiculos u otras maquinas sensorizadas), reducen
la latencia en aplicaciones en tiempo real a través del procesamiento
inteligente en el edge, mejoran la seguridad mediante la deteccién de
anomalias y la prevencién de ciber amenazas, refinan la toma de de-
cisiones mediante analisis predictivos avanzados y optimizan el ren-
dimiento de la red con la asignaciéon adaptativa de recursos. Estos
avances garantizan que las redes de comunicacion funcionen de ma-
nera eficiente mientras gestionan la complejidad de los sistemas M2M
a gran escala.

En consecuencia, las redes de comunicaciones M2M van evolucio-
nando hacia redes radio que no sélo transmiten datos, sino que tam-
bién realizan calculos como parte de una inteligencia artificial distribuida
entre ellas . Este cambio implica una transformacién desde el M2M ba-
sico hacia comunicaciones entre maquinas con capacidad de decisién,
orientadas a tareas y objetivos, conocidas en inglés como task-oriented
y goal-oriented. Esta evolucion permite el desarrollo de aplicaciones
mas sofisticadas en diversos sectores. A modo de ejemplo, en el 4m-
bito de la fabricacién, los sensores pueden detectar anomalias y trans-
mitir automdticamente estos datos a los sistemas de gestion central,
optimizando la produccién y reduciendo tiempos de respuesta. En el
sector sanitario, el M2M facilita la monitorizacién remota de pacien-
tes y la telemedicina, posibilitando la recopilacién y el andlisis de da-
tos en tiempo real para mejorar la atencion médica. Ademas, esta
tecnologia es fundamental para la gestion continua de las mega-cons-
telaciones de satélites de baja 6rbita (LEO), asegurando su operativi-
dad y eficiencia las 24 horas del dia.

Esta progresiéon de M2M a comunicaciones orientadas a tareas y
objetivos representa un avance significativo en como interacttian los
dispositivos, permitiendo una comunicacién mas eficiente, consciente
del contexto. Su objetivo es facilitar el intercambio de informacién en-
tre maquinas (o denominados agentes) inteligentes de una manera
mas relevante, eficaz y oportuna. Los aspectos clave incluyen: i) in-
corporar la comunicacién seméntica en las tecnologias nativas de la
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IA, y asi centrarse en resumir los datos en su forma mas relevante y en
su representacion concisa, y ii) alinear la comunicacién con la intencién
del origen o los objetivos del destino.

La comunicacion y célculo o computacion conjunta que tendréa lu-
gar en las futuras redes M2M conlleva un cambio de paradigma en
donde el objetivo de la transmisién no tinicamente serd conseguir co-
municar informacién con una baja tasa de error de bit, sino también el
conseguir hacer computos con la mayor precisién posible. Surgen, por
lo tanto, nuevos desafios en la transmision, y este trabajo se enfocard
en el nivel fisico de esta, describiendo algunos de los aspectos que han
sido objeto de mi estudio e investigacion personal.

3.3. Estructura del trabajo

El punto de partida en este trabajo es el siguiente capitulo 4 sobre el
éxito de ML en el aprendizaje automético y cémo ello ha llevado a las
redes neuronales (NN) y a los calculos que se han de transmitir en las
redes M2M. En el capitulo 5 se presentan las redes neuronales expre-
sivas (ENN) desarrolladas por la autora y en las que esta trabajando
con el objetivo de permitir un aprendizaje eficiente en entornos con
recursos limitados, como la computacién en el edge, y admitir aplica-
ciones de IA energéticamente eficientes en la comunicacién inalam-
brica. Este enfoque innovador pretende mejorar la adaptabilidad y
escalabilidad del ML dentro de las redes M2M. El capitulo 6 muestra
como el calculo distribuido via radio se vuelve esencial para procesar
datos en el extremo o edge de la red; pues un tnico dispositivo o mé-
quina puede no tener suficiente capacidad de calculo para abordar
toda la operacion. Este capitulo muestra el cambio de paradigma que
ello plantea en las comunicaciones radio futuras, en donde el objetivo
altimo no es inicamente transmitir con la menor probabilidad de error
de bit posible, sino que aparecen otras necesidades y requisitos. reali-
zar un calculo con elevada precision. Se presentardn varios desafios
que el ML distribuido presenta en la comunicacién M2M a través de
los esquemas de Aprendizaje Federado (FL) e Inferencia Partida (SL).
El capitulo 7 se centra en los esquemas denominados de Over-the-Air
Computing (AirComp), en los que ha trabajado la autora y que se pre-
sentan como ttiles para FL, SL y cualquier otro tipo genérico de ope-
raciones. Dichos esquemas emplean la superposicion de sefales, que
es inherente a la transmision simultanea en el medio radio, para faci-
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litar el calculo de operaciones. Finalmente, el capitulo 8 presenta como
caso de uso futuro una aplicacién de M2M inteligente entre los satéli-
tes de una mega-constelacion de baja 6rbita. A diferencia del anterior,
este capitulo no se centrard tanto en el disefio de las formas de onda, sino
en la optimizacién conjunta de los recursos de comunicacién y calculo
(CRRM) que se hace necesaria en estas redes de maquinas que deciden
de manera auténoma. Mas alld de las redes terrestres, la computacioén
en el edge basada en satélites permite el procesamiento de datos en tiempo
real en misiones espaciales; la creacién de redes interplanetarias para op-
timizar la comunicacién en la exploracion del espacio profundo; y el di-
seflo de protocolos sostenibles y energéticamente eficientes para
garantizar la comunicacién en entornos extremos.

En definitiva, este trabajo destaca el papel transformador del ML,
el Big Data y la comunicacion M2M en la remodelacion de las redes
inalambricas futuras. Particularmente se centra en la capa fisica. Entre
sus principales contribuciones se encuentran el desarrollo de Redes
Neuronales Expresivas (ENN), la integracion de la Computacion So-
bre el Aire (AirComp) y las técnicas para resolver la optimizacién con-
junta de los recursos de computacién y los recursos radio (CRRM),
motivadas por aplicaciones futuras de la computacién espacial. Estas
contribuciones evidencian cémo el éxito del procesamiento de sefial
en el aprendizaje automatico ha impulsado la necesidad de desarro-
llar nuevas técnicas capaces de afrontar los desafios de las comunica-
ciones emergentes. En este nuevo contexto, la efectividad y el caracter
6ptimo de las dlgebras finitas, basadas en el calculo binario, ya no son
evidentes. La autora denomina Radio Frequency Coding (RFC) a este en-
foque de procesamiento de sefal orientado a la correcta codificacion
de la capa fisica mediante algebra infinita. Su apuesta es que la inte-
gracion de la computacion en las futuras redes de comunicacién ra-
dio impulsara cada vez mas el desarrollo del RFC.






4. INTRODUCCION

4.1. El éxito de Machine Learning

El aprendizaje automético o ML permite a las mdquinas aprender a
partir de datos y mejorar su rendimiento en tareas especificas sin ne-
cesidad de ser programadas explicitamente. Se centra en desarrollar al-
goritmos que puedan aprender patrones automaticamente y tomar
decisiones o hacer predicciones basadas en los datos de entrada, sin ne-
cesidad en la mayoria de las veces de conocer la estadistica de dichos
datos o realizar una programacién de algoritmos complejos.

Si bien este trabajo no es sobre el aprendizaje maquina (ML), sino
sobre aspectos del nivel fisico de los futuros sistemas de comunica-
cién entre méquinas (M2M), es interesante conocer aspectos funda-
mentales de ML. Por una parte, ello contextualiza y da el detalle de
algunos de célculos més frecuentes a los que nos referimos en los ca-
pitulos posteriores. Por otra parte, si bien en la literatura se habla mu-
chas veces de la necesidad de realizar y comunicar computacion
distribuida entre maquinas y esta computacién es de funciones gené-
ricas, si no hubiera sido por el auge de ML e IA dicha computacion
distribuida no seria quizas tan imperiosa o estaria presente en la vi-
sién de los futuros sistemas 6G. Resulta por tanto pertinente hacer una
breve introduccion de ML. Finalmente, en esa biisqueda de cémo el
procesado de sefal puede facilitar la comunicacién radio de calculos
entre maquinas, la autora ha investigado también como el procesado
de sefal puede facilitar esos célculos. Ello ha resultado en la red neu-
ronal (ENN) que se presentara en el siguiente capitulo.

Los origenes de ML datan de los afios 70 con los primeros algorit-
mos de clasificacién y reconocimiento de patrones (Andrews 1972).
La siguiente figura 4.1 esquematiza los diferentes pasos a realizar con-
ceptualmente en dicho reconocimiento. En la actualidad, es tal la can-
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tidad de datos de los que se dispone en muy diversos d&mbitos (fené-
meno denominado de Big Data), que el gran reto consiste en poder
gestionarlos y analizarlos para poder avanzar en la toma de decisio-
nes. Por esta razén, la clasificacion precisa, la reduccion de datos a sus
caracteristicas esenciales y la identificacién de patrones de comporta-
miento se han vuelto tareas fundamentales en numerosos dispositi-
vos y sistemas. Esto ha impulsado la bisqueda de técnicas avanzadas
de reconocimiento y clasificacién, dando lugar al auge de la inteli-
gencia artificial (IA), que hoy en dia es un tema central en multiples
disciplinas. Este capitulo explora la evolucién desde las primeras téc-
nicas de procesamiento en ML hasta el desarrollo actual de la IA.

Mundo Medida o N K
fisico muestras/ _, Reduccién de | ,Caracteristicas | Algoritmo de Clases/
—+| Transductor + - . 77T o 71;"{' :
pattern dimensiones feature space decision classification space

space

Fig.4.1. Conceptualizacién del problema de clasificacién y reconocimiento de patrones.

Primeramente, este capitulo tratard algunas cuestiones bésicas sobre
el procesado que conlleva la extraccién de caracteristicas y la clasifi-
cacion, ilustrando el caso mas sencillo de clasificacién binaria con re-
gresion logistica. A continuacién, se motivan las redes neuronales
(NN) como una herramienta que aumenta el potencial de ML tanto a
nivel de prestaciones como a nivel de posibles aplicaciones (Duda
2001). Si bien el reconocimiento de patrones sigue siendo una de las
principales, las NN tienen otros usos, como por ejemplo la regresion
no lineal o aproximacién de funciones de alta complejidad.

4.2. Extraccion de caracteristicas

Probablemente, la extraccion de caracteristicas es lo mas importante
dentro del reconocimiento de patrones. Para ello se requiere de una
funcién de coste que, basada en informacién cuantitativa (valores me-
didos), permita seleccionar las caracteristicas mas importantes. Pro-
cedente de teoria de la informacién, se toma el concepto de entropia
y a partir de él se pueden crear alternativas funciones de coste.

Supongamos que se tienen K clases, S,, en donde realizar la clasi-
ficacion. La entropia o incertidumbre de la fuente S que se caracteriza
por dichas clases se mide como:
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H(S) = = Zf_1 p(Slog o (4.1)

siendo p(Sk) la probabilidad de que se dé la clase S,. El objetivo del
algoritmo a disefiar es clasificar las medidas a su entrada (ej: image-
nes) dando como salida la probabilidad de que la medida pertenezca
a una de las K clases.

Supongamos que tenemos tantas clases K como caracteristicas N
(K=N) y que el objetivo es obtener las N caracteristicas viendo cudles
de las R dimensiones del espacio de medidas (R>>N) son mas rele-
vantes. Estas R dimensiones o coordenadas pueden ser, por ejemplo,
las dos dimensiones de una imagen. A cada una de las medidas por di-
mensién los denominaremos g,(I), es decir, los pixels de una imagen.
Para ello, usamos como funcién de coste a maximizar la informacién
mutua (IM), que se obtiene de la entropia (H) como sigue:

I(S,q-) = H(S) —H(S/qr)  (42)

siendo H(S/qy) la entropia de la fuente dado que podemos observar
la dimensién o muestra q,

H(S/qy) = — XK 210 (S a- (D) log p(Si/ar(D) (4.3)

en donde P(Sk/qr(1)) una probabilidad condicionada, concretamente
es la probabilidad de obtener la clase S, cuando sabemos que la me-
dida toma el valor concreto qr(1). En reconocimiento de patrones se
busca aprender lo mds posible sobre las K clases observando el menor
numero de dimensiones o medidas. De este modo las caracteristicas
(que en este caso estamos equiparando a clases) obtenidas son las més
representativas de dichas medidas.

Ordenando los valores de informacién mutua obtenidos:
1(S,q1) = 1(S,q2) = --- = I(S, qr)y reteniendo los N més representa-
tivos, se habra conseguido reducir la dimensién R del espacio de me-
dida a N caracteristicas. Sin embargo, con esta alternativa el espacio de
caracteristicas obtenidas se limita a pertenecer al espacio de medida,
que depende del transductor fisico empleado (e.j., cimara de fotos di-
gital). Para poder abrir las posibilidades de espacios de caracteristicas
y desacoplarlo del de medidas, existen otros métodos que realizan
transformaciones sobre los datos medidos. Dichas transformaciones
pueden ser lineales y basarse en las estadisticas de primer y segundo



20 ANA ISABEL PEREZ NEIRA

orden (media y varianza) o pueden ser transformaciones no lineales.
De hecho, es deseable escoger una transformacién, lineal a ser posi-
ble por sencillez, que minimice la probabilidad de error en la clasificacion.
No obstante, dichas transformaciones se pueden obtener tinicamente si
se asume una distribucion Gaussiana para las medidas de entrada.

El objetivo final en el reconocimiento de patrones es el realizar una
correcta clasificacién de los datos de entrada y, por lo tanto, la selec-
cién de caracteristicas de estos datos es un paso intermedio y no una
meta en si misma. Por este motivo, surgen alternativas que hacen que
el selector de caracteristicas aprenda segtin sean los resultados de la
clasificacién, permitiendo ademas incorporar informacién contextual.
Por ejemplo, si la tarea trata de reconocimiento de texto, en castellano
después de una “q” es de esperar que el siguiente caracter sea un “u”.
La siguiente figura 4.2 muestra un diagrama de bloques que explicita
este aprendizaje en base a la salida y contexto.

Medida o

N -
muestras/ ;" | Reducciénde | JCaracteristicas | Algoritmo de 5( Clases/

pattern dimensiones |7 /feature space decision 7Elassification space
space

Reduccién de
dimensiones

Fig.4.2. Aprendizaje en el reconocimiento de patrones.

El objetivo de la realimentacion es aprender a partir de los casos de cla-
sificacion correcta. Los sistemas de NN actuales acttian de este modo y han
supuesto un gran avance en las aplicaciones de reconocimiento. Mas ade-
lante se introducira la NN investigada por la autora.

4.3. Clasificacion

La clasificacion de patrones abarca un corpus teérico mds avanzado
que el de la seleccion de caracteristicas, lo cual ha permitido desarro-
llar gran cantidad de técnicas y algoritmos (sin necesidad de recurrir
alas NN). Un ejemplo de ello es la teoria de la comunicacién, que con-
tiene toda una serie de algoritmos de clasificacion estadistica, todos
ellos bien establecidos y con implementaciones muy optimizadas. Es-
tos surgieron como resultado del desarrollo de la teoria de la detec-
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cién para radar y sistemas de telecomunicacién. Esta seccion se cen-
trard dnicamente en comentar el calculo de aquellas funciones o dis-
criminantes mds empleados en ML, los cuales se caracterizan por no
requerir el conocimiento de la funcién de distribucién.

Por simplicidad, a continuacién, no distinguiremos entre el espa-
cio de medidas y el de caracteristicas (N=R). Se trata de calcular fun-
ciones discriminantes, g, (x), estas tienen la propiedad de dividir el
espacio de sus entradas, x, en regiones mutuamente excluyentes, cada
una contribuyendo al dominio de su correspondiente clase S,. En ML
dichas funciones se construyen a través de un aprendizaje o entrena-
miento, que asume una determinada forma funcional para la funcién
discriminante a construir. El funcional mas sencillo a asumir es el li-
neal: gi(x) = w”x. Se trata de obtener el conjunto de pesos, repre-
sentados en el vector w, tal que separen los datos de entrada x en
regiones separables por hiperplanos. A este vector de pesos se le de-
nomina discriminante; ya que discrimina en diferentes clases. En el
caso de un problema de clasificacion binaria:

wix>0-x€S; (4.4a)

wix>0->x€S, (4.4b)
Si se puede encontrar un w tal que pueda separar todos los prototi-
pos en esas dos regiones, entonces estos se pueden separar lineal-
mente y se podra encontrar algoritmos que converjan. Widrow fue
el primero en desarrollar algoritmos iterativos que permitieran cal-
cular w. Estos algoritmos requieren de unos prototipos a los que de-
nominaremos y,(nk), siendo k la clase y m el nimero de prototipo de un
conjunto total de L, que marcara la longitud total de datos para el

aprendizaje. Uno de los algoritmos mas sencillos consiste en el
siguiente:

Si w(i)Ty < 0 entonces
w(i+1) =w(@)+ ay,(,}) (4.5a)
Si w(i)Ty" > 0 entonces

w(i+1) =w(@) —ayl? (4.5b)

La figura 4.3 ilustra un posible resultado.
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S \.w

Fig.4.3. Ejemplo de clasificacién binaria

Existen diversas alternativas para el término de correccién de los pe-
sos en cada iteracién, como por ejemplo emplear el gradiente del error.
Estos son algoritmos de aprendizaje supervisado pues para calcular
el error, J(w), requieren de una referencia, d. Su relevancia frente a
otros algoritmos de aprendizaje es su sencillez e interpretabilidad.
Dentro de los algoritmos de gradiente por su baja complejidad de cal-
culo y buenos resultados comento aqui el algoritmo de gradiente ins-
tantaneo o NLMS (Normalized Least Mean Squares). Dicha técnica fue
inventada por B. Widrow y Hoff en 1960 en Stanford, mientras inves-
tigaban sobre redes neuronales lineales de una sola capa: el ADALINE
(Elemento Lineal Adaptativo). La expresion que rige el aprendizaje
de los pesos en el NLMS es:

w(+1) =w()+ BV, J(w) (4.6a)
w(i+1)=w@)+ i—”ye(i) con e(i) = w(i)Ty — d)(4.6b)

El vector y contiene todos los prototipos y d es la salida deseada en el
caso de que w fuera el hiperplano optimo de separacién. Comparando
(4.6) con (4.5) se observa que en ambos la direccién que marca la evo-
lucién de los pesos w viene dada por los datos, y la explicacion la da
(4.6a): la derivada de la potencia instantanea del error, J(w) tiene esa
misma direccién:

Jiw) = () = W@y = dI? > V,J ) = 223 = yw(DTy —d) = ye(i)  (47)

En el algoritmo de gradiente se explicita claramente como el error e(i)
pondera la direccién de mejora, indicada por los datos y. En (4.5), el
signo positivo o negativo es precisamente el signo de dicho error.
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La otra gran contribucién del NLMS es el denominado paso o ga-
nancia de adaptacion, f, que en el NLMS viene determinado tal que
el algoritmo nunca diverja, siempre que 0 < u < 1. Hay una relacion
directa entre yu, la velocidad de convergencia y el ruido final de desa-
juste. A mayor u, mayor es la velocidad de convergencia o aprendi-
zaje, sin embargo, el desajuste o porcentaje de exceso de potencia del
error final en el calculo de w es proporcional a dicha p . En definitiva,
el NLMS permite un control perfecto de la velocidad de convergencia
y el error de desajuste con un solo pardmetro. Observamos que, en el
problema discreto de clasificacién, el NLMS sélo garantiza conver-
gencia cuando los datos son linealmente separables. De hecho, el cal-
culo del error e(i) no es exactamente como indica (4.7), que estd
formulada para un problema de optimizacién continuo. Concreta-
mente, se calcula como:

yIw(@) >0-e() =0 (4.8a)
yTw(@) <0-e(@) =1 (4.8b)

con yT = [yl(l) yzgl) ---3’1(\/111) - y1(2) y2(2) y,(\,,zz)] (4.8¢)

En cambio, si el problema de aprendizaje optimiza una funcién de
error continuo (error cuadratico medio), tal como indica (4.7), en lugar
de simplemente comprobar si hay errores de clasificacion, el NLMS
puede minimizar el error incluso para datos separables no linealmente
(aunque no pueda clasificarlos completamente). Se presenta, por tanto,
como una regla robusta de aprendizaje.

Es interesante comentar que, a pesar de su simplicidad, prestacio-
nes y sencillez de control, el NLMS ha quedado en el olvido en lo que
concierne al aprendizaje de las redes neuronales. Estas emplean en su
lugar un algoritmo que ha surgido muy posteriormente, es el algo-
ritmo denominado ADAM (Adaptive Moment Estimation). Este también
es un algoritmo de gradiente, pero que puede no converger tan bien
como lo hace el NLMS en cualquier tipo de situacion.

Otro ejemplo de ML para clasificacion binaria, data de la década
de los 60 por Nilsson, son las denominadas piecewise linear machines. Tal
y como muestra la siguiente figura 4.4, la arquitectura consiste en dos
capas o layers. La primera capa consiste en un numero impar de hi-
perplanos, con su correspondiente umbral. Al conjunto hiperplano y
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umbral Rosenblatt en 1958 los denominé perceptrén, que se diferen-
cia del ADALINE de Widrow en que este tiltimo no tiene el elemento
no lineal de decisién. La segunda capa realiza un majority voting. Nils-
son describe en su trabajo como entrenar los hiperplanos w, y dife-
rentes alternativas para extender la arquitectura al caso de clasificacién
en mas de dos clases.

—— wix J_
Yp \

i — [ 2 I |

wlry1>0 ny2>0 W1Ty3>0
T.
Wek /l_ wiy, <0 | wliy, >0 | wiy; <0

wiy, >0 | wiy, <0 | wiys <0
y1 €5 ¥2 €5 y3 €Sz

Fig. 4.4. Piecewise Linear Machine (Nilsson 1965)

Una parte importante en el perceptrén es el bloque de decisién, que in-
troduce una no linealidad. Como se vera mas adelante, actualmente la
mayoria de NN no emplean dicho decisor, sino una funcién sigmoide
o aproximaciones derivables de la misma.

4.4. Clasificacién binaria

El objetivo es ahora construir un clasificador que no tinicamente ob-
tenga las clases, sino que también aprenda la probabilidad de cada
clase dados unos datos concretos. En otras palabras, una clasificacion
que aprenda las probabilidades condicionadas p(Sk/q-(1)), vistas en
(4.3). Por simplicidad, a los datos de entrada (sean medidas o carac-
teristicas) los denominaremos g, (1) =x (que en principio serd un vec-
tor de R=N componentes) y al modelo que queremos conseguir de la
probabilidad condicionada lo llamaremos g(x). Si el problema es de
clasificacién binaria, K=2 y consideraremos:

p($1/q-()) = p(S1/%) = p(y = 1/x) es modelado por g(x)
p(S2/4r(D)) = p(S2/x) = p(y = —1/x) es modelado por 1- g(x)
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La regresion logistica se puede ver como una modificacién de la re-
gresion lineal para poder resolver el problema de clasificaciéon binario
planteado (Lagunas 2024). El motivo de exponerlo a continuacién es
doble. Por una parte, justifica el empleo de la sigmoide o variantes de
esta en las actuales NN. Por otra parte, permite mostrar claramente
cudl es la filosofia de ML: aprender a partir de datos sin necesidad de
tener conocimiento estadistico previo y empleando operaciones muy
sencillas. Dicho de otro modo, aparecen al usuario (la maquina) como
métodos sencillos heuristicos. Este es el contexto en el que se estable-
cen las comunicaciones M2M avanzadas de las que hablaremos en el
resto de los capitulos precedentes.

Empecemos considerando un modelo de regresion lineal, que viene
dado por:

Z =W, + W1Xq + Wy X5 + -+ WnXn = WTX (49)

El resultado z recibe el nombre de logit. Dicho valor z puede ser cual-
quier numero real,mientras que lo que se necesita es obtener una fun-
cién que dé valores de probabilidad, por lo tanto, entre [0,1]. Para ello
se emplea la funcién logistica o sigmoide h(z) == , que reducira el
dominio de todos los niimeros reales a dicho intervalo

T
ew

= (4.10)

1+e%

gx) =

Ello dard el modelo para que la probabilidad de que y sea iguala 1/x
sea g(x). Ello permite implicitamente obtener

ewa 1 e—wa
1-gx)=1- — = = - 4.11)

- T
1+eW' ¥  1+eW' ¥  1+e™W' X

En resumen, el modelo de regresion logistica es un modelo de regre-
sion lineal seguido de la funcién logistica. Ello justifica el nombre de
regresion logistica, si bien es un modelo para clasificaciéon y no para
regresion.

Para obtener los valores de los pesos w, se ha de disefiar un apren-
dizaje a partir de los datos de entreno T = {x;, y;}i, . Consideraremos
como objetivo de dicho aprendizaje el maximizar la verosimilitud o
probabilidad de obtener la clase o salida y=1 o y=-1 dados unos datos
de entrada x concretos:

# = argmax,,p(y/x;w) = argmax,, iy Inp(yi/xzw)  (4.12)
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Este criterio no tinicamente es intuitivo de entender, sino que en si-
tuaciones en donde la relacion entre las entradas x y las salidas y es li-
neal, siguiendo ademas una estadistica Gaussiana, se puede probar
que el maximizar la verosimilitud es el criterio que permite minima
probabilidad de error en la clasificacion. Este hecho es clave en el di-
seno de los actuales receptores de comunicaciones. Sin embargo, en
esta secciéon no conocemos ni la relaciéon entrada/salida, ni las esta-
disticas de estas. A pesar de ello, se mostrara el gran potencial y efec-
tividad de los resultados que ofrece ML con sencillos procesados.

Si convertimos dicho problema de maximizacién en uno de mini-
mizacion equivalente y sustituimos las probabilidades condicionadas
de (4.12) por la funcién g(x), se obtiene:

Jw) =¥ —Ing(x;w) — ln(l —g(x;; W)) (4.13)

Sustituyendo en (4.13) las expresiones obtenidas en (4.10) y (4.11) y em-
pleando la asignacién que hemos hecho para y, se obtiene que para y,=1

T T
eW Xi eyiw Xi
glx) = PR (4.14)
y para y,=-1
T T
e—W Xi e_’in Xi
1-gkx) = Lo 1revoviE (4.15)
Por lo tanto
W) =¥, — -2 g gL _sm g 4 e

JWw) = 21 n1+einTxi_ i=1 n1+e_yiwrxi = Xi=1In( e )

(4.16)

A esta dltima funcién se le denomina logistic loss y los pesos w se ob-
tienen finalmente como

W = argmin,, Y-, In(1 + e YWty (4.17)
Vale la pena comentar que si se hubiera realizado una asignacién di-

ferente para la salida y clases S, y S, tal que y € [0, 1], entonces y po-
dria asociarse al concepto de probabilidad. De este modo se podria
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haber empleado la minimizacién de la entropia cruzada o cross-entropy
como objetivo de clasificacion alternativo a la maximizacién de la ve-
rosimilitud de (4.12). Al inicio de este capitulo se hablé del uso de la
entropia y de la informacién mutua para clasificar. La entropia cru-
zada estéd relacionada con estas cantidades. Concretamente, la entro-
pia cruzada, H(y, g(x)), mide la diferencia entre dos distribuciones de
probabilidad, generalmente entre la distribucién verdadera, en este caso
Yy, y una distribucién modelo, en este caso g(x). La entropia cruzada cuan-
tifica cuan bien se aproxima el modelo a la distribucién verdadera.

H,9(x) = Xg=1 ¥k Ing(x) + (1 = y,) In(1 — g(x)) (4.13)

Operando esta expresion y sustituyendo los valores posibles de g(x) e
y, se puede demostrar que se obtiene la funcién logistica de (4.16). Por
tanto, para clasificacion binaria con la regresion logistica el objetivo
puede formularse tanto como méaxima verosimilitud o como minima
entropia cruzada.

A diferencia de la regresion lineal, la solucién a la regresion logis-
tica no existe en una expresion cerrada y se ha de obtener por méto-
dos de optimizacion numéricos. La ventaja de (4.17) es que la funcién
logistica es convexa (su Hessiano es semi-definido positivo) y por tanto
hay algoritmos muy eficientes para su minimizacién. Uno de ellos es
el algoritmo iterativo de gradiente, como el empleado en (4.6). No obs-
tante, ahora se ha de emplear el gradiente de la funcién logistica en
lugar del gradiente del error cuadratico instantaneo. De este modo, la
expresion para el célculo iterativo de los pesos serd ahora:

w(i +1) = w(i) + BV (W) = w(i) — B X0y Vi (
(4.19)

T
1+eVkYi xk)

con >0 a disefiar segtin la velocidad de convergencia y desajuste que
se desee.

Es interesante observar que la maxima verosimilitud o la minima
entropia han permitido obtener una funcién convexa en un problema de
clasificacion. Si en lugar de estas funciones de coste se hubiera empleado
el error cuadréatico medio, tal como se vio en (4.8) no resulta un problema
de optimizacién convexo; ya que el error resulta un valor binario.

La siguiente figura 4.5 muestra la diferencia entre una regresion li-
neal y otra logistica. El siguiente ejemplo ilustra la utilidad de esta en ML.
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Regresion lineal Regresion logistica

sssssnbrsscsnens y=1 s

Lay predicha ‘ Lay predicha

puede exceder el estd en elrango
rango {0,1} {0,1}

y=0 lesssssbssssssssssss . V=_ eesesesscsssssssces

X X

Fig. 4.5. llustracién de los dos tipos de regresiones.

Ejemplo: La siguiente tabla 4.1. muestra un conjunto de datos sobre el
resultado del estudio en una clase de estudiantes.

H("r?S 05|07 1 |12|15 17| 2 [22]25|27| 3 |32|35| 4 |42 |45 |47 5
Xk
Aprobad
Pr(o)a0000000010101011111
Yi

Tabla 4.1. Datos para construir una regresion logistica: resultado del estudio
de una clase de estudiantes.

Se aplica entonces el algoritmo de ML (4.19) para obtener los pesos w,
y w, de una regresion logistica. El resultado es w; = 1.5 w, = —4.1.
Ello permite obtener la correspondiente probabilidad condicionada

eW1twax))

9(x) = Ty con la cual se puede predecir la probabilidad de apro-

i

bar y; dada un niimero de horas determinado x;. Concretamente:

Horas estudio (x;) Probabilidad de aprobar (y,)
1 0.07
2 0.26
2.7 0.5
3 0.61
4 0.87
5 0.97

Tabla 4.2. Resultados obtenidos con la regresion logistica en el ejemplo.
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La tabla anterior indica, por ejemplo, que estudiando 2.7 horas la pro-
babilidad de aprobar es de 0.5 y que estudiando 5 horas la probabili-
dad de aprobar es muy alta.

Este ejemplo ilustra el gran potencial de ML; ya que puede permi-
tir que una maquina que infiera o prediga de manera automatica a
partir de los datos sin necesidad de conocer su estadistica y con ope-
raciones muy sencillas.

Funciénde activacion

/

B

Yp

|
J HS

Fig. 4.6. Red Neuronal de tres capas en donde las funciones de activacién son sigmoides.

Al ser una funcién derivable, la funcién logistica o sigmoide pasoé a
sustituir el decisor del perceptrén (mostrada en figura 4.4), facilitando
asi el aprendizaje en las NN (figura 4.6). Sin embargo, la funcién lo-
gistica no deja de presentar una serie de limitaciones que han hecho
que cada vez esté mas en desuso: (1) Gradiente evanescente, lo que
dificulta el aprendizaje en redes profundas; (2) Convergencia lenta,
debido a gradientes pequefios en regiones saturadas; (3) Salida no
centrada en cero, lo que puede afectar la dindmica del descenso de
gradiente; (4) Alto costo computacional, ya que requiere calcular ex-
ponentes; (5) Saturacion, limitando la sensibilidad a los cambios en
la entrada; y (6) Potencial de sobreajuste, especialmente en conjuntos
de datos pequefios (ajusta muy bien en los datos entrenados, pero fa-
lla con los datos nuevos). Estas limitaciones han llevado a la adopcién
de otras funciones de activacién en las NN como ReLU (figura 4.7),
que mejora la eficiencia y el aprendizaje profundo.
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8 ReLU

R(z)=max (0, z)

6

2

0
-0 = 0 5 10

Fig. 4.7. Funcién de activacién neuronal ReLU

En la actualidad, las arquitecturas de NN (o denominado genérica-
mente IA) son las que se estdn implementando en las maquinas, ob-
teniendo resultados de reconocimiento de patrones que hace tan sélo
unos pocos anos atrds hubieran sido inimaginables. Estas arquitectu-
ras aprenden con algoritmos de ML.

Sibien la ReLU permite obtener muy buenos resultados en las NN
para temas de clasificacion y toma de decisiones. Hay problemas de
representacion funcional en la que no siempre presenta resultados tan
exitosos. Este hecho ha motivado a la autora a trabajar sobre un nuevo
esquema de NN, la denominada ENN (Expressive NN), de la que se
ocupa el siguiente capitulo.

4.5. Conclusiones

Este capitulo ha explorado la evolucion del Machine Learning (ML) y
su impacto en la toma de decisiones de las maquinas dentro del con-
texto de comunicacion radio entre dispositivos inteligentes. Se ha pre-
sentado cémo el ML ha permitido avanzar desde los primeros métodos
de clasificacién hasta las redes neuronales actuales, que han revolu-
cionado el reconocimiento de patrones.

Uno de los aspectos fundamentales analizados ha sido la extrac-
cién de caracteristicas, un paso critico para reducir la complejidad de los
datos sin perder informacién relevante. Se ha destacado el uso de fun-
ciones de coste basadas en la entropia y la informacién mutua como he-
rramientas clave para seleccionar las caracteristicas mas significativas.
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Asimismo, se han revisado técnicas clasicas de clasificacién, desde
modelos lineales hasta enfoques basados en redes neuronales. Se ha
mostrado la importancia de la regresion logistica en problemas de cla-
sificacion binaria y su evolucién hacia modelos més sofisticados. Ade-
mas, se ha discutido el papel de funciones de activacién como la
sigmoide y su reemplazo por alternativas més eficientes como ReLU.

Finalmente, se ha subrayado cémo la inteligencia artificial ha re-
volucionado la necesidad de una comunicacién M2M mas eficiente,
sentando las bases para sistemas auténomos en redes de nueva gene-
racion. Este andlisis proporciona el contexto necesario para compren-
der la Expressive Neural Network (ENN) que se introduce en el siguiente
capitulo 5. El capitulo 6 planteara entonces el reto de implementar los
calculos presentados de ML de una manera distribuida entre proce-
sadores que se comunican no via cable, sino via radio.






5. ENN: RED NEURONAL EXPRESIVA PARA UNA IA “LIGERA”

En el capitulo anterior se abord¢ el uso del Machine Learning (ML) prin-
cipalmente para la clasificacién de datos, donde el célculo de un vec-
tor de pesos fue el mecanismo clave para construir clasificadores.
Métodos como NLMS y, en general, los algoritmos de gradiente per-
miten aprender estos pesos optimizando diversas funciones de coste,
como la potencia del error, la verosimilitud o funciones basadas en la
entropia. Se destacd que la relacion entre estas funciones y la minimiza-
cién del error de clasificacién suele ser intuitiva, pero dificil de formali-
zar. Asimismo, se evidenci6 que la incorporacion de no linealidades
adecuadas puede mejorar significativamente los resultados, aunque la
eleccion 6ptima de estas sigue siendo un desafio. También el capitulo
anterior ha puesto de manifiesto que las arquitecturas o redes neuro-
nales, como por ejemplo el MLP, mejoran los resultados que se pue-
den obtener con ML. Los ordenadores actuales permiten afrontar el
enorme calculo que suponen dichas arquitecturas complejas, cosa que
hace unos afios era impensable. El resultado es lo que podemos de-
nominar ML-IA, que ofrece resultados increibles, a coste de perder un
alto grado de control y explicacion de por qué se obtienen.

En este contexto, este capitulo introduce un enfoque innovador: el
aprendizaje de la propia no linealidad dentro de la red neuronal. Este
planteamiento ha dado lugar al desarrollo de la Expressive Neural
Network (ENN), disefiada por la autora y su equipo (Martinez 2024).

La ENN propuesta se basa en un perceptrén multicapa (MLP), que
generaliza el esquema de la figura 4.4 y figura 4.6, donde los discri-
minantes lineales operan en un espacio transformado por funciones
no lineales. La arquitectura de la ENN consta de tres capas (shallow
network o red poco profunda) y adapta, con algoritmos de gradiente,
tanto las funciones de activacion de cada neurona como los pesos del
discriminante. Este enfoque permite construir una red mas expresiva,
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logrando las mismas prestaciones con un menor nimero de parame-
tros y con un aprendizaje més rapido. Debido a la adaptacion de las
no linealidades de todas las neuronas, la ENN se reconfigurara auto-
maticamente para el objetivo para el cual se disefie, ya bien sea clasi-
ficacién o sea la representacion de cualquier otro tipo de funcién a
partir de los datos.

x(n)

X;(n)
Yol Xa,XaeeeXna)

»

No linealidad a adaptar

9

Xwm(n)
Input layer Hiaden layer Cutput layer
Input #1
Input 12— Cutout
Input 83

Fig. 5.1. Arriba) Perceptron; Abajo) MLP de tres capas: la de entrada o input, la escondida o hidden
y la de salida o output. Cada circulo de las capas hidden y output representan un perceptron.

Este aspecto es fundamental para su implementacién en dispositivos
con capacidad de cémputo limitada, como aquellos ubicados en el edge
de las redes de comunicaciones. En general una IA “ligera”, es decir,
sostenible en calculo y consumo energético es siempre deseable.
Finalmente, surge una pregunta natural: jes posible representar
cualquier decisién con una red de solo tres capas? La respuesta es afir-
mativa y se fundamenta en el teorema de Kolmogorov-Arnold (KA),
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el cual establece que cualquier funcién continua de multiples varia-
bles se puede implementar con una red de tres capas, siempre que
cuente con un nimero suficiente de neuronas en la capa oculta y se
elijan adecuadamente las no linealidades y los pesos:

fOenxz, ) = 20 0 (X010 () (5.1)

en donde las ¢; y las Pij se pueden identificar con la capa de salida y
la capa escondida, respectivamente. Si bien este teorema es muy mo-
tivador y existe numerosa literatura que intenta implementarlo con
diversos tipos de NN, es un teorema de existencia que no da indicacio-
nes que como llevar a cabo su implementacién y quedan atin aspectos no
resueltos en las diversas implementaciones que se aproximan al mismo.

A continuacion, introducimos cudl es la neurona o perceptrén adap-
tativo para la ENN, que como veremos la hace tan ventajosa.

5.1. La DCT (Discrete Cosine Transform) para la activacion neuronal

Consideremos una funcién de una variable, f(x), la cual se quiere apro-
ximar dentro del intervalox €[-1, 1].Una de las aproximaciones mds
populares para funciones no lineales es el modelo polinémico o de
Volterra. Dada la representaciéon de funciones que ofrece la transfor-
mada inversa de Fourier:

f@) =[5 Fw)e!™ dw  (5.2)

en donde w es en este caso la frecuencia y F(w) los coeficientes de Fou-
rier, el modelo de Volterra se obtiene usando el desarrollo en serie de
Taylor de la exponencial en (5.2)

) = o= [0 Fw) (Zimo L5 xm ) dw = $ig (5o [, FO) Gw)"dw ) 2™ = Btz cx™

2nn!

(5.3)

Sin embargo, este modelo polinémico en (5.3), concentra su valor en
un solo punto, las funciones no estan acotadas y puede presentar di-
namicas muy grandes y su complejidad numérica es elevada. Fuera
del intervalo de aproximacién tiende a infinito.
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Una alternativa es usar un ntimero finito de términos en la repre-
sentacion de Fourier de (5.2), lo cual se corresponde con la transfor-
mada inversa discreta de Fourier o (IDFT):

f) =X, Fjel?ma/N 54

siendo Fylos coeficientes de Fourier. No obstante, fuera del rango de
la entrada x, la IDFT extiende periédicamente la funcién, lo que puede
generar discontinuidades en los bordes de dicho rango. Para evitar
este fendmeno, seria deseable que f(x) presentara simetria par, lo que
eliminaria dichas discontinuidades y reduciria la cantidad de términos
necesarios para representar la funcién. La siguiente figura 5.2 ilustra
dicho hecho. Con el objetivo de obtener un modelo para f(x) como si
tuviera simetria par (ver figura 5.3) y poder disfrutar de las corres-
pondientes propiedades se ide¢ la transformada discreta del coseno
(DCT) (Ahmed 1974) y la transformada inversa del coseno (IDCT):

) n(q-1)(2z+1)\, _ _ N _ 1 _ |2
flx) = Zq:lgch COS(T). z —;(1 +x), 91 =7 94 = "ﬁ q*1

(5.5)
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Fig. 5.2. DFT de la f(x) mostrada en la parte superior.
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Fig.5.3. DCT de la f(x) mostrada en la parte superior.

C, son los coeficientes reales de la DCT y N el ntimero de muestras to-
madas de x. Al haberse convertido f(x) en una funcién de simetria par,
y no producirse entonces discontinuidad en los bordes, el niimero de
coeficientes se reduce a la mitad respecto al niimero necesario en la
DEFT. Dicho de otro modo, con la DCT se pasa de una funcién con so-
porte 2 a una con soporte 4, pasando por tanto a tener la DCT mayor re-
solucion. Este hecho se puede ver si se comparan las dos figuras inferiores
de las figuras 5.2 y 5.3. Este es el motivo principal por el que la DCT se ha
convertido en una de las contribuciones més significativas a la tecnologia
digital, sirviendo como base para la mayoria de los estdndares de medios
digitales en compresiéon de imagen, video (esténdares JPEG, MPEG) y
audio. Fue invento de Nasir Ahmed (Bangalore, 1940) y, curiosamente,
cuando Ahmed present6 su propuesta de investigacion sobrela DCT a la
Fundacién Nacional de las Ciencias de USA a mediados de 1970, fue re-
chazada por ser «demasiado simple». Sin embargo, su indiscutible im-
pacto ha hecho que finalmente, aunque muy tardiamente en 2020, se le
haya reconocido. La DCT permite comprimir la representacion de una
funcién en pocos coeficientes, las funciones base son ortogonales y la DCT
puede implementarse muy eficientemente a partir del algoritmo del FFT
(Fast Fourier Transform). Finalmente comentamos, que permite también
controlar el error que se comete en la aproximacion; ya que la potencia de
este es la suma de los cuadrados de los coeficientes diferente de cero que
no se retienen para realizar dicha aproximacién.
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Si el objetivo principal del aprendizaje automatico fuera la repre-
sentacion de la funcién f(x), la DCT seria la mejor opcién, ya que se
puede demostrar que proporciona la aproximacién con el menor error
cuadratico medio para un mismo ntimero de coeficientes, en compara-
cién con otras representaciones basadas en funciones base independien-
tes de los datos (los cosenos en el caso de la DCT). Sin embargo, la
implementacion se vuelve significativamente mas compleja al extenderse
a funciones de multiples variables. Por ello, a continuacién, se presenta
la ENN, una arquitectura neuronal que incorpora la DCT de una varia-
ble en cada neurona o perceptrén, permitiendo asi la aproximacion de
funciones con cualquier niimero de variables, en linea con la inspiraciéon
del teorema de Kolmogorov-Arnold.

Siguiendo la representacion que se mostré en la figura 5.1, el per-
ceptrén se puede formular como:

z=wo+ 2 wix; =wl[1xT]" y=0(2) (5.6)

en donde la no linealidad o funcion de activacién se ha formulado
como o (z). En la ENN, dicha no linealidad se representa usando la
DCT tal y como se expresa a continuacion:

Q

_  (z+1)N ~ _ > w(2q-1)(22+1) 2
I=——; 9= 0(Z) = Z;zl Cq cos (T) = Zgil Cq cosq(z)

(5.7)

Tal y como se ha comentado el niimero de coeficientes a entrenar o
aprender por perceptrén sera igual al nimero de pesos del discrimi-
nante, M+1, mas el nimero de coeficientes de la DCT, Q/2. En donde
Q es un valor generalmente pequefio gracias a la alta compactacion
de la energia que realiza la DCT. La siguiente figura 5.4 muestra un
ejemplo de aproximacién de una sigmoide con la DCT empleando Q/2
igual a seis coeficientes. Se observa que, con respecto a la sigmoide, la
DCT ofrece una periodicidad infinita. Se vera a continuacién que esta
caracteristica confiere mds expresividad a la funcién de activaciéon
cuando el rango de entrada va mas alla de [-1, 1]. Dicha expresividad
permitird que la ENN requiera menor niimero de pardmetros que otras
NN para conseguir las mismas prestaciones.
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Fig. 5.4. Funcién sigmoide y su representacién con una DCT de 6 coeficientes en el rango [-1,1].

5.2. La ENN y su aprendizaje
Si incorporamos a la arquitectura MLP de la figura 5.1, el perceptrén
disefiado con la aproximacién DCT para la funcién de activacion, re-

sulta la ENN de tres capas que se muestra en la figura 5.5.

; No ‘
R linealidad |\ "Z“F o (n(Eq -~z 1))
1 de una =1 = 2N
a1 |, variable -
6(1”[0] Capa de salida
. 2
as[1]
Multiples z21[l] [ 1]l sl
variables a2 1)
e - DCT model
1 "
ay*1] !
a(M')[(]]
x 1
as| M) » Modelo DCT
21| M) m 81 M)

ay"[2]
2 - Modelo DCT

Fig. 5.5. ENN de tres capas.

Consideremos un conjunto de datos T, compuesto por pares (x;,y;)eT,
donde el primero es una muestra de entrenamiento representada por
un vector de tamafio M, y el segundo es la referencia asociada (es de-
cir, la etiqueta en clasificacién o el valor de la funcién en computa-
cién). Dado i € Ji, como su aproximacion, el error puede calcularse
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y propagarse a través de la red para ajustar sus parametros. Supone-
mos que la funcién de pérdida es el error cuadrético medio (MSE):

Jiw) = e?() = (y; = 9:(x))* {x, ¥} €T (5.8)

para ambos posibles problemas, la clasificacién o la representacién de
una funcién determinada. Para realizar el aprendizaje de los parame-
tros de la ENN bastara con un algoritmo de gradiente como el NLMS
(Pérez 2023). Este se beneficiara de la ortogonalidad que presentan las
funciones coseno que se emplean en las funciones de activacion, para
asi conseguir una convergencia en el aprendizaje superior al de otro
tipo de redes neuronales. La siguiente figura 5.6 ilustra la aproxima-
cién que la ENN hace de un determinado mapa de decisién en 2D (de-
nominado Mickey Mouse). Se observa como las funciones de
activacion adaptativas con la DCT que se proponen cubren el espacio
de salida con “bumps”, resultando de una alta expresividad.

La figura 5.7 ilustra las buenas prestaciones de la ENN en diferen-
tes simulaciones.

La figura 5.8 muestra como la ENN es capaz de representar una
imagen con muy bajo error de representaciéon. En comparacion con las
prestaciones de otras NN, la ENN consigue una potencia de error de
10 frente al 10-3 de las otras técnicas.

La figura 5.9 muestra una comparativa con la técnica denominada
SIREN.

Una posible estrategia que se presenta es trabajar en la representa-
cion de imédgenes utilizando modelos mas pequefnos que operan en
bloques pequenos de la imagen (8x8, 16x16, etc.), en lugar de emplear
un tinico modelo profundo de Deep learning para la imagen completa.
Este enfoque ofrece diversas ventajas:

* Menor nimero total de pardmetros: Para representar una imagen
de gran tamafo y complejidad, la red neuronal debe ser amplia y pro-
funda, lo que lleva a un niimero de parametros mayor que la canti-
dad de pixeles de la imagen. Sin embargo, al dividir la imagen en
bloques de 8x8, cada bloque se vuelve mas facil de predecir, permi-
tiendo el uso de redes mucho mas simples con solo una capa oculta y
menos de 70 pardmetros por red. En otras palabras, esto permite aho-
rrar memoria en un factor de 3.
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Fig. 5.7. Precision de la ENN en diferentes
problemas de clasificacion y error cuadratico medio

Fig. 5.6. llustracion de como una ENN

en problemas de representacion funcional.

aproxima el mapa 2D Mickey Mouse.
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Fig. 5.8. Representacion de una imagen por la ENN: izquierda superior) imagen representada,
derecha superior) imagen error, izquierda inferior) estadistica del error, derecha inferior)
evolucién del error en el entrenamiento.
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Fig. 5.9. Izquierda) resultado obtenido con la ENN, derecha) resultado obtenido con SIREN.

* Entrenamiento mas rdpido: Si la imagen se divide en bloques pe-
quenos, algunos serdn més féciles de procesar que otros, lo que signi-
fica que ciertas redes requerirdn menos épocas para alcanzar un error
reducido. Tener multiples redes neuronales permite que la cantidad de
épocas de entrenamiento no esté limitada por el peor caso, lo que se
logra mediante mecanismos de early stopping:
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— Paciencia (Patience): Si la pérdida del modelo no mejora signifi-
cativamente (es decir, loss anterior - loss actual <g) durante un nu-
mero determinado de épocas (paciencia), se asume que la red ha
convergido y se detiene el entrenamiento.

—Pérdida objetivo (Goal loss): Se establece una pérdida objetivo (por
ejemplo, le-5) y, una vez que un modelo la alcanza, se detiene el
entrenamiento, incluso si fuera posible seguir mejorando. La idea
es encontrar un equilibrio entre tiempo de entrenamiento y rendi-
miento, ya que no siempre vale la pena prolongar las épocas solo
para obtener una mejora marginal.

El mecanismo de early stopping es especialmente ttil, ya que, de
forma intuitiva, el contenido de baja frecuencia es mas facil de
aprender. Dado que la mayoria de los bloques (al ser muy peque-
Nnos) contienen principalmente contenido de baja frecuencia, un
gran nimero de redes finaliza el entrenamiento mucho antes de al-
canzar el limite maximo de épocas.

CDF of Epochs at which Model Stops Training (ENN)

0.5

0o -

2500 5000 7500 10000 12500 15000 17500 20000
Epoch

Fig. 5.10. Porcentaje de redes neuronales ENN que completaron el entrenamiento
para un determinado ntiimero de épocas.

Algunos resultados preliminares se muestran en figura 5.10. Entrena-
mos las redes neuronales ENN con los mecanismos descritos previa-
mente, utilizando una pérdida objetivo de 1le-5 y un criterio de
paciencia de 10 épocas, con un méaximo de 20,000 épocas. Cada red se
entrend en todo el conjunto de datos de bloques de 8x8 en cada época.
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En el gréfico, se muestra el porcentaje de redes neuronales que com-
pletaron el entrenamiento para un determinado nimero de épocas.
Los resultados indican que aproximadamente la mitad de las redes fi-
nalizaron en menos de 5000 épocas, con la mayoria de ellas detenién-
dose de forma anticipada mediante early stopping. Este enfoque no solo
optimiza el tiempo de entrenamiento, sino que también reduce el con-
sumo energético, ya que evita célculos innecesarios.

Ademas, al trabajar con mdltiples redes mas pequenas, podemos
entrenarlas en paralelo, lo que también contribuye a reducir el tiempo
de procesamiento.

En cuanto a la interpretabilidad, utilizar una red neuronal profunda
(Deep Learning) y amplia implica un anélisis complejo y, a menudo,
dificulta la obtencién de conclusiones claras. Con este enfoque, al contar
con pocas neuronas y coeficientes, es mucho mas sencillo visualizar las
funciones de activacion, analizar la convergencia de los coeficientes y apli-
car técnicas de poda (pruning) para hacer los modelos atin més compac-
tos. En trabajos futuros estamos considerando la ENN para tareas de
clasificacién de imagenes, para lo cual se estudiardn otras funciones de
coste diferentes al MSE como hemos visto que puede ser la entropia
cruzada.

5.3. Conclusiones

Para obtener més conocimiento de los célculos y arquitecturas de pro-
cesado utilizados en el aprendizaje automético (ML), este capitulo se
centra en el ML-IA e introduce una red neuronal innovadora y “li-
gera”, la ENN, que permite obtener mejores clasificaciones y repre-
sentaciones que otras NN competidoras, con un menor nimero de
pardmetros. Se la considera una red expresiva, ya que su disefio opti-
miza la representacion de datos. La clave de su funcionamiento radica
en el cdlculo de las activaciones neuronales mediante la DCT, donde
los coeficientes se aprenden junto con el resto de los pesos discrimi-
nantes de la red. Esta mayor expresividad se traduce en redes neuro-
nales mas eficientes, reduciendo tanto el computo requerido como el
consumo energeético.

La mayor eficiencia que la ENN esta presentando en las comparati-
vas y estudios que hemos llevado a cabo hasta la fecha, la presentan como
una solucién atractiva para ML-IA distribuida, bien sea por la necesidad
de célculo en dispositivos/maquinas sencillas en el extremo o edge de la
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red, bien sea en aras de obtener en general una IA més sostenible. Tene-
mos el ejemplo reciente de la plataforma china de IA: Deep Seek. Esta
plataforma de LLM ha logrado entrenar sus modelos con inversiones sig-
nificativamente menores en comparacién con otras empresas del sector,
gracias a técnicas de optimizacion que reducen los requisitos de memo-
ria y potencia computacional. Su enfoque en la eficiencia de costos y el
cddigo abierto la posiciona como una alternativa atractiva para empre-
sas y desarrolladores que buscan implementar tecnologias de IA de van-
guardia y desaffa a los actores tradicionales del mercado.

Un aspecto interesante del disefio de la ENN es que parte de un en-
foque basado en el nivel fisico de la neurona, con fundamentos en el
procesado de sefal, similar al enfoque adoptado para obtener las pri-
meras neuronas ADALINE de Widrow. Este planteamiento es nove-
doso en comparacién con la mayoria de los estudios sobre redes
neuronales, que suelen abordarlas desde la perspectiva de las ciencias
de la computacién y tratarlas como combinaciones de subsistemas pre-
definidos, sin profundizar en la comprensién fundamental del proce-
samiento de sefial que ocurre en cada bloque. En este sentido, la ENN
mejora la denominada explainability o interpretabilidad de la red, fa-
cilitando su comprensién y analisis.

Las operaciones de una red neuronal pueden ejecutarse de manera
centralizada en una tinica maquina o distribuirse entre varias por razo-
nes como la seguridad de los datos o la capacidad computacional. En el
siguiente capitulo, se exploraran escenarios en los que el célculo distri-
buido es necesario y se mostrard como dichas operaciones pueden co-
municarse a través de radio. Ello plantea nuevos desafios en la integracion
de comunicaciones y computacién dentro de las redes inalambricas.






6. EL RETO DEL APRENDIZAJE AUTOMATICO (ML)
DISTRIBUIDO A TRAVES DE RADIO

En este capitulo el aprendizaje maquina se encuentra con la comuni-
caciéon radio/inaldmbrica. Esta situacion es totalmente nueva y mar-
card parte del disefio y concepcién tanto de las técnicas como de las
arquitecturas para las redes futuras de comunicaciones (6G); pues lo
serdn también de coémputo distribuido.

El éxito del aprendizaje automético ML se debe a tres factores prin-
cipales: la disponibilidad de datos masivos o Big Data, los modelos o apli-
caciones de creciente complejidad y los avances en capacidad de cémputo.
Sin embargo, aunque las capacidades computacionales han mejorado ex-
ponencialmente, no han podido seguir el ritmo del crecimiento de los da-
tos y los modelos. Esto genera un desafio fundamental: muchas tareas de
aprendizaje requieren la distribucion del procesamiento entre multiples
dispositivos. Estas arquitecturas distribuidas, a su vez, permitiran cal-
culos mads sostenibles al no tenerse que realizar en data centers que re-
quieren un elevado consumo energético. Tal y como se introdujo al
principio de este trabajo, no s6lo por estos motivos, sino para facilitar
y aliviar las redes de comunicaciones, las redes modernas actuales mi-
gran muchos célculos a los dispositivos més sencillos que se encuen-
tran en el extremo de la red o edge computing. Este capitulo tratard dos
tipos de dispositivos 0 méquinas: aquellas sin y aquellas con senso-
res; ya que responden, por lo general, a diferentes casos de uso y, por
tanto, a diferentes arquitecturas y necesidades en la comunicacién. Es-
tos casos de uso pueden ser muy diversos y van desde puro célculo de
IA, hasta la industria del automévil, seguridad en casas y edificios o
dispositivos de deporte y salud portables.

En los capitulos anteriores se ha introducido ML e IA, este capitulo
introducira como las limitaciones del canal radio (ancho de banda, re-
tardo, latencia, potencia y privacidad) se han de tener en cuenta
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cuando se quiere distribuir el ML en el edge de la red para asi tener
dispositivos heterogéneos con capacidad de decidir y comunicarse via
radio. Esto es especialmente critico cuando los datos estan distribui-
dos y los dispositivos tienen capacidades limitadas de procesamiento.

Las comunicaciones entre maquinas tienen unas caracteristicas que
no tienen las comunicaciones moéviles més convencionales punto a
punto entre las personas. Entre las principales se encuentran: 1) la
transmisién de paquetes o tramas cortas, 2) transmisiones distribui-
das y no tinicamente punto a punto y, finalmente, 3) son comunica-
ciones muy orientadas a realizar una tarea concreta, como por ejemplo,
identificar la posibilidad de colisién o no, o identificar la presencia de
un intruso, de nubes si las mdquinas estan en satélites, etc,... Esta dltima
caracteristica se denomina task and goal oriented, es decir, orientadas a una
tarea u objetivo. Esta comunicacién orientada a una tarea, a diferencia del
modelo clésico de Claude Shannon, que se enfoca en la transmision pre-
cisa de bits, buscan transmitir el significado y la intencién del mensaje,
reduciendo asi la cantidad de datos necesarios y mejorando la eficiencia
en la transmision (Giindiiz 2023), (Getu 2024). En otras palabras, buscan
realizar un calculo. Cuando el objetivo es recuperar una funcién de los
datos de origen en lugar de los propios datos, la integracion del célculo
y la comunicacién puede proporcionar un ahorro significativo en los re-
cursos de comunicacion debido al contenido de informacién, a menudo
menor, de las funciones en comparacién con el de los datos. La figura 6.1.
lo ilustra con un sencillo ejemplo.

La camara 1 transmite una probabilidad de deteccion x; € [0,1]
La camara 2 transmite una probabilidad de deteccion x, € [0,1]
La camara 3 transmite una probabilidad de deteccion x; € [0,1]
Elnodo receptor calcula la funcién: £: [0,1]%— [0,1], e. g., max;x;

- )),)) ((‘ ’))

)))

Fig. 6.1. Ejemplo de comunicacién orientada a calculo, en donde el receptor sélo esta interesado

en una funcién de los datos, pero no en estos de manera individual.
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La necesidad de las comunicaciones orientadas a tareas se justifica
en aplicaciones donde no es eficiente transmitir toda la informacién,
sino solo lo esencial para la tarea en cuestion. Por ejemplo, en IoT y
redes inteligentes, en donde los sensores s6lo han de enviar alertas cuando
ocurre un evento relevante. Otro ejemplo es la interaccion hombre-ma-
quina o entre maquinas con sistemas de IA que interpretan intenciones
en lugar de simplemente procesar texto sin comprension. A nivel del de-
sarrollo de teoria de la informacién se ha acunado el término de comu-
nicaciones semanticas. La idea central es valida y necesaria en un mundo
donde el volumen de datos crece exponencialmente. La clave de si su-
ponen un cambio de paradigma tedrico respecto al creado por C. Shan-
non, estard en su implementacién practica y en demostrar su valor real en
comparacién con los enfoques tradicionales.

En este capitulo mostramos aspectos nuevos a desarrollar a nivel fi-
sico por el hecho de tener que implementar esta comunicacién se-
mantica, y en los dos capitulos posteriores explicaremos dos en los
que estd trabajando la autora.

El progreso del aprendizaje automatico ha impulsado aplicaciones
que estan transformando diversas industrias. No obstante, el siguiente
gran reto en este Aambito es expandir estos avances a redes de agentes dis-
tribuidos, capaces de comunicarse y cooperar eficientemente. Este desa-
fio refleja el desarrollo de la inteligencia humana: asi como el lenguaje
permitié a las personas compartir conocimiento y evolucionar colectiva-
mente, una comunicacion efectiva entre maquinas tiene el potencial de
revolucionar la forma en que procesamos y distribuimos informacién.

6.1. ;Un nuevo paradigma en teoria de la informacién?

Aunque el paradigma clasico de Shannon sigue siendo el nticleo de la
teoria de la informacién para las telecomunicaciones, los nuevos mo-
delos de comunicacién no solo buscan reducir la incertidumbre (Shan-
non), sino también: optimizar la informacién transmitida segin su
relevancia, o utilizar inteligencia artificial para codificacién y adapta-
cién de canales. Mas concretamente, en lugar de transmitir bits sin im-
portar su significado, la teoria de la informacion seméntica busca
optimizar la transmisién segtin el valor del mensaje para el receptor.
Se investiga como medir la utilidad de la informacién en lugar de solo
minimizar la entropia. Uno de los resultados de estas investigaciones
es que el principio de separaciéon de Shannon no es el modo mas efi-
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ciente de transmitir informacién. Dicho principio dice que la codifi-
cacion de fuente (compresion de datos) y la codificacion de canal (pro-
teccién contra ruido) pueden disefiarse y optimizarse de manera
independiente sin pérdida de eficiencia. Un ejemplo practico lo cons-
tituye la transmisién de video en streaming (Netflix, YouTube); ya que
primero se usa compresion de fuente (H.265 reduce la cantidad de da-
tos sin pérdida de calidad perceptual) y, a continuacién, se usa codi-
ficacién de canal (FEC, retransmisién de paquetes) para evitar errores
en la transmisién. Ambas capas estan separadas, pero funcionan jun-
tas de manera eficiente.

Sin embargo, en sistemas como redes de sensores o de comunica-
cion distribuida, codificar fuente y canal conjuntamente puede mejo-
rar el rendimiento (en inglés se denomina JSCC Joint Source Channel
Coding). A continuacidn, se trata este tema con mas detalle y se con-
cluird que usar el medio radio para ayudar a realizar la tarea o célculo
es siempre més eficiente. Esta estrategia se denomina Over the Air Com-
puting (AirComp) y requiere de técnicas de procesado de sefial inno-
vadoras para disefiar una adecuada codificaciéon de la forma de onda.

6.2. Redes de sensores (IoT)

Una situacién que permite ilustrar las bondades de JSCC son las redes
de sensores o IoT. Supongamos que se tiene de una red de sensores
que han de enviar sus medidas a un nodo central, que ha de hacer un
célculo con dichas medidas. Michael Gastpar (Nazer 2007) demostrd
que transmitir las sefiales de manera analégica en lugar de convertir-
las a bits puede ofrecer mejor rendimiento en términos de tasa de trans-
misién y el célculo a realizar.

En las redes de sensores clésicas, se suele seguir el modelo tradi-
cional de Shannon: 1) cada sensor muestrea su sefal; 2) se aplica com-
presién y codificacién digital; 3) se transmiten los datos a un nodo
central de forma digital. M. Gastpar mostré que, en ciertos escenarios,
la transmision directa de sefales analdgicas sin cuantificacion puede
ser mas eficiente.

El argumento central es que, en escenarios de acceso multiple,
donde varios sensores transmiten simultdneamente al mismo destino,
la transmisién analdgica permite que las sefiales se combinen de forma
natural en el canal, evitando pérdidas de informacién causadas por la
digitalizacion.



11. RESUMEN

Las redes inaldmbricas estdn viviendo una transformacion revolucio-
naria gracias a la combinacion del aprendizaje automatico (ML), el Big
Data y la comunicacién entre mdquinas (M2M). En lugar de enviar to-
dos los datos a centros de procesamiento lejanos (la “nube”), ahora se
apuesta por el edge computing, es decir, hacer los calculos mas cerca
del usuario o del dispositivo, como puede ser un coche auténomo o
una cdmara inteligente. Esto reduce los tiempos de espera, ahorra ener-
gia y mejora la seguridad.

Este trabajo explora como estas tecnologias estdn cambiando la
forma en que las maquinas se comunican entre si. Ya no se trata solo
de transmitir datos, sino de tomar decisiones y realizar calculos di-
rectamente durante la transmisién, en lo que se conoce como «comu-
nicacion orientada a tareas».

Una de las innovaciones presentadas es una nueva arquitectura de
redes neuronales, llamada Redes Neuronales Expresivas (ENN), que
ofrece alta eficiencia con bajo consumo, ideal para dispositivos con re-
cursos limitados. Ademas, se exploran técnicas como la computacion
sobre el aire (AirComp), que utiliza la fisica de las ondas para sumar
o combinar datos automaticamente, sin necesidad de esperar a reci-
birlos todos por separado.

Estas ideas se aplicardn a redes espaciales del futuro, donde los sa-
télites podran tomar decisiones por si mismas. Asi, el trabajo propone
un futuro en el que la inteligencia esté integrada en cada rincén de la
red, haciendo posible una comunicacién més répida, eficiente y aut6-
noma.






11. ACRONIMOS

ADAM
AM
APSK
AWGN
CNN
CPU
CRRM
DA
DCT
DFT
DL
ENN
EO
ESA
M
FFT

FL
LEO
M-FSK
M2M
M2Mi
GEO
GFLOP
GSM
1A
IDCT
IDFT
M

IoT

Adaptive Moment Estimation.
Amplitud modulada

Amplitude Phase Shift Keying
Additive White Gaussian Noise
Convolutional Neural Networks
Central Processing Unit

Computing and Radio Resource Management.
Direct Aggregation

Discrete Cosinus Transform

Discrete Fourier Transform

Downlink

Expressive Neural Network

Earth Observation

European Space Agency

Frecuencia modulada

Fast Fourier Transform

Federated Learning

Low Earth Orbit

Frequency Shift Keying de M simbolos
Machine to Machine

Machine to Machine Intelligence
Geoestacionario

Giga Floating Operations Point

Global System for Mobile Communications
Inteligencia Artificial

Inverse Discrete Cosinus Transform
Inverse Discrete Fourier Transform
Informacién Mutua

Internet of Things
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JPEG
JSCC
LEO
LLM
MAC
ML
MLP
mMTC
MSE
M2M
NLMS
NN
NTN
OFDM
OTA
PAM
PLC
PPM
QAM
QPSK
RFC
SDP
SL
SMEC
SNR
SNN
TB
TBMA
TDMA
UL
USA
WLAN
3GPPP

Joint Photographic Experts Group
Joint Source Channel Coding

Low Earth Orbit

Large Language Model

Multiple Access Channel

Machine Learning

Multi Layer Perceptron

massive Machine Type Communications
Mean Square Error

Machine to Machine Communications
Normalized Least Mean Squares
Neural Networks

Non Terrestrial Networks
Orthogonal Frequency Division Multiplexing
Over the Air Computing

Pulse Amplitude Modulation
Programmable Logic Controllers
Pulse Position Modulation
Quadrature Amplitude Modulation
Quadrature Phase Shift Keying
Radio Frequency Coding
Semidefinite programming

Split Learning

Satellite Mobile Edge Computing
Signal to Noise Ratio

Spiky Neural Networks

Terabyte

Type-based Multiple Access

Time Division Multiple Access
Uplink

United States of America

Wireless Local Area Network

3rd Generation Partnership Project
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En un honor y un placer responder, en nombre de la Real Academia
de Ingenieria, su discurso de ingreso.

He de confesar que mds alld de generar esta respuesta, el docu-
mento me ha resultado muy relevante para mi formacién y mi visiéon
en sistemas de comunicaciones. A pesar de tener muchas conversa-
ciones sobre el tema, e incluso de trabajar en &mbitos marginales so-
bre él, no era muy proclive a asegurar que el futuro de los sistemas de
comunicaciones tomaria el camino que usted defendia. Después de
leer el documento mi posicion ha cambiado drdsticamente, e incluso
manteniendo mi antigua vision, estoy absolutamente convencido del va-
lor innovador de sus ideas. Sirva lo anterior para destacar una idea: pri-
mero hay que escribirla; luego, se puede conversar y debatir sobre ella.

He de destacar sobre todo que, su documento cierra el debate so-
bre si la capa fisica de sistemas de comunicaciones ya no admite mas
investigacion fundamental. Como usted sabe también, varias perso-
nas destacadas en nuestro ambito aseguraban que después de OFDM,
turbo cédigos y espectro ensanchado en las dos pasadas décadas no
habria mas innovaciones en dicha capa fisica. En consecuencia, nues-
tra ingenieria deberia migrar hacia las capas superiores, fundamen-
talmente acceso y de red. No me gustaba la idea, estaba seguro de que
no era asi, pero verbalizar mi respuesta formal era complicado. En su
documento estdn ahora mis mejores argumentos. No solo la capa fisica
seguird siendo el recipiente de las mayores innovaciones, sino que ade-
mas obligara a modificar de manera severa las superiores, esas que se
suponia que serian el futuro.

En su primer capitulo nos muestra una visién de ML (Machine Le-
arning) y laIA (Inteligencia Artificial) y aqui, tal vez sin darse cuenta,
usted empieza una descripcién de estas nuevas herramientas desde
la capa fisica, aunque tan solo lo usaba como una introduccién a su
trabajo. He de decir que se ha pasado del denominado reconocimiento
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de formas PR (Pattern Recognition) a ML e IA pero la innovacién es-
taba en PR. Es divertido contemplar que las herramientas de los afios
70 para PR, con nombres diferentes, constituyen la raiz de la capa fi-
sica de la IA. La diferencia es que el investigador de PR customizaba
su propia capa fisica; mientras que, actualmente, practicamente la ma-
yor parte de usuarios de IA la desconoce. El usuario y también el in-
vestigador desconoce la capa fisica empleada y tan solo la ve desde
un sistema abierto de software. Arquitectura en detalle y sistemas de
aprendizaje les son desconocidos. Todo me recuerda que hace décadas
se pensaba que internet seria gratuito y lo fue hasta que dejo de serlo
y ha pasado a engordar nuestras facturas en servicios de informacién
y comunicaciones. Puede que con la IA y ML estemos en el mismo
proceso, inicialmente gratuito y luego dejara de serlo.

Siguiendo con los capitulos de su trabajo, y ya a nivel de capa fisica,
describe el uso de la sigmoide como la no-linealidad tradicional. Es
obvio que esta selecciéon limita severamente las posibilidades del per-
ceptrén y de aqui los intentos de cambiarla por otros sistemas fijos
(RELU, Aproximaciones lineales, etc.). La sigmoide se implant6 en la
época de PR porque en el aprendizaje la propagacion del gradiente
sobre las no linealidades se convertia en un simple producto. Esto es
una prueba de lo que antes afirmaba, es el momento de desarrollar
aplicaciones de la capa fisica los proveedores de software son los que
la innovan a su modo.

Su recorrido por el error cuadratico medio, el cociente de la vero-
similitud y finalmente la entropia cruzada para comparar distribu-
ciones de datos es muy pedagogico e interesante para saber “cémo
funciona” y abrir posibilidades a métodos de mejora. He de decir lo
mismo sobre su exposicion sobre regresion lineal y regresion logistica.

Todavia a nivel de capa fisica, no puedo ser imparcial, pero el mo-
delo de DCT para la parte no lineal del perceptrén es absolutamente
mejor que la sigmoide. Al tratarse de una aproximacién con la DCT,
es una combinacion lineal de funciones no-lineales, por lo que su im-
plementacion y su aprendizaje es trivial. Por cierto, es més sencillo y
eficiente en analégico. La vuelta de lo analégico esta presente con mds
fuerza a medida que uno se adentra en su discurso, fundamentalmente
en el capitulo seis. El éxito del modelo DCT para redes neuronales sin
realimentacion (feed-forward) de dos capas estd justificado. Los resul-
tados que se derivan, como usted ha dicho, son excelentes, tanto en
regresion como en clasificacion.
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La DCT devuelve el teorema de Kolmogorov sobre mapeado de
funciones de multiples variables a la escena. Ya era conocido que cada
perceptrén en una red neuronal requiere de una transformacién no li-
neal. Si bien Kolmogoérov probé que se trataba de transformaciones
no lineales y muy complejas de calcular —en un nidmero igual al do-
ble mas uno de las variables de entrada (como convergencias de se-
ries)—, su éxito en inteligencia artificial me es hoy en dia desconocido,
aunque estimo que ha sido muy limitado. Estimo que, tan solo dos
trabajos han retornado de un modo ligero pero formal a la esencia del
teorema de Kolmogorov. R. Duda indicé que, basicamente, las trans-
formaciones deberian generar diversidad (lo que él denominé bumps);
de manera mas formal, esta idea fue desarrollada por Goldenbaum.
Ambos hicieron el teorema mucho més asequible para su aproxima-
cién en la préctica. Por ultimo, quiero destacar que el uso de la DCT
permite encarar directamente el compromiso presente en todo apren-
dizaje entre velocidad de convergencia versus desajuste final.

Paso ahora al capitulo seis, es excelente. Puedo decir que, cualquier
lector de su documento deberia de leer antes ese capitulo; y luego, vol-
ver a empezar desde el principio. No es que sea una introduccién, este
capitulo es el que le animara a leerlo todo.

Se describe un cambio de direccién interesante en la teoria de in-
formacién para comunicaciones. Un proceso siempre realizado en dos
pasos, codificacién de fuente y de canal. La primera orientada al ob-
jeto o tarea, la segunda independiente y basada en la importancia de
que todo lo transmitido ha de recuperarse estrictamente. En el nuevo
planteamiento, se anticipa que no existird esa separacion y que todo
se reducird, desde el principio, a la atencién. Si, a la atencién a la in-
formacion relevante, que se implementara como una codificacién con-
junta de fuente y canal.

En el nuevo planteamiento, conceptos hasta ahora intocables —como
la probabilidad de error por bit (BER), la nocién tradicional de capacidad
e incluso los propios “bits”— dejarian de ser considerados. Incluso
todo el proceso podria llevarse a cabo sin cuantificacién alguna por lo
que su implementacién analdgica seria viable.

Su visién del planteamiento funcional de Goldenbaum, ya men-
cionado, para concebir una nuevo sistema de acceso multiple (MAC)
no solo es un ejemplo brillante de como “AirComp” (computacion du-
rante la transmision radio) representa una alternativa formal y brillante,
sino que ademas sugiere, casi de manera indirecta pero razonada, que en
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el nuevo enlace MAC de comunicaciones, la pareja transmisores-recep-
tor no sera mas que una red neuronal: con una capa no coordinada en los
transmisores y otra coordinada —o coordinadora— en el receptor del
sistema MAC.

Este recorrido por la denominada teoria de la informacién seman-
tica nos lleva a sus aplicaciones en la conversién texto-voz, con el in-
grediente del denominado Federated Learning en el que el receptor
puede conducir el aprendizaje no coordinado de los trasmisores todo
orientado al problema a resolver. Sus predicciones sobre reduccién de
tréfico en canal, robustez a ataques y seguridad en general, son cier-
tas. En resumen, valorar la informacién adecuada al caso de uso, en lu-
gar de la mera independencia estadistica resume, a mi parecer, el
punto de separacién entre la teoria de la informacién actual y la nueva
teoria de la informacion seméntica. Es el momento de recordar que la
Unica teoria de comunicaciones se la denomino teoria de la informa-
cidn, si esta cambiase todos los sistemas de comunicaciones habran de
seguir el cambio y su impacto serd muy grande.

Antes de abandonar este capitulo he de decirle que actualmente es
usted considerada un nombre de referencia en el tema. Y su vision del
tema es tan entretenida como innovadora.

En el capitulo siete nos recuerda que la informacion se transporta ra-
diada o modulada. Aunque menciona modulaciones digitales es claro
que las modulaciones lineales y las modulaciones de fase y/o fre-
cuencia vuelven a su escenario y a su vision. No obstante, la base de
las radiocomunicaciones es OFDM, muy identificada con modulacio-
nes digitales. Desafortunadamente, en lugar de pensarse en una ge-
neracion diferente para incorporar satélite e IoT (internet de las
cosas), en mi opinién, se mejord levemente la capa fisica de 4G, se
impone 5G para todo. Esto significa dejar de lado la oportunidad de
un replanteamiento nuevo, més tardio, més caro, pero més orientado
al éxito. Su discurso revela esta discontinuidad en la evolucién de los
sistemas radio.

Me parece importante destacar su trabajo para los denominados
“ataques bizantinos”, basado simplemente en la distribucién estadis-
tica sobre la trama OFDM. Su idea es tan sencilla e innovadora como
eficiente.

Con respecto al uso de multiples antenas en sus planteamientos me
mantengo incrédulo. Los sistemas multi-antena han sido cruciales en
sistemas radar, radar sonar y redes tacticas, pero no, o no tanto en sis-
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temas regulados. Considero que la regulacion es el mayor obstaculo
para la innovacion y no le auguro al tema mucho recorrido.

En definitiva, este capitulo esta lleno de nuevas ideas, abre muchas
puertas al trabajo futuro desde planteamientos formales, su lectura es
muy agradable y es formativo.

Su discurso lo ha cerrado con lo que muchos informes denominan
el trabajo futuro. He de decir que, cuando el que les habla lista el tra-
bajo futuro, no ha acertado ninguna o casi ninguna de mis provisio-
nes. De hecho, ni yo mismo lo he intentado. Debo caer en aquello de
que lo mejor es tener un plan, aunque solo sea para romperlo y tomar
otro al dia siguiente.

Su planteamiento sobre datos en el espacio (“data-centers”) es re-
almente futuristica si bien he de destacar, de nuevo, su acierto y ol-
fato sobre la innovacion cientifico-técnica. Digo lo anterior, porque al
apoyar el contenido de los capitulos anteriores, esta claro que, el ma-
yor desafio lo constituyen las ingentes cantidades de datos producidos
por satélites para distintos usos. Estoy muy de acuerdo en que la opor-
tunidad de éxito es transmitir tan solo la informacién relevante para
el caso de uso. Es decir, no enviar todos los datos, sino funciones rea-
lizadas a bordo que enfaticen lo relevante para el usuario. Le men-
ciono todo esto porque, honestamente, me parece que su dibujo de su
trabajo futuro sera mucho mas correcto y duradero que los mios.

En definitiva, creo que esta contestacién a su discurso deja patente
que su contenido, personalmente, me gusta. Espero y deseo que asi
sea, para el resto de las personas de la RAI, que confiaron y delegaron
en mi persona para responder a su discurso.

Le conozco desde hace casi cuarenta anos. No dedicare tiempo a
describir sus méritos que ya son conocidos por las personas que per-
tenecemos a la Academia. Su actividad en proyectos de ingenieria, pu-
blicaciones, patentes, multiples reconocimientos oficiales y de
sociedades cientificas no son mds que una consecuencia de lo que diré
a continuacion. En todos estos afios siempre he admirado su capaci-
dad de trabajo, su vision positiva en los problemas de ingenieria y lo
que denomino su elevado nivel compromiso con las instituciones a
las que pertenece o ha pertenecido.

Sea bienvenida a esta Real Academia creo sinceramente que, la ins-
titucién y cada una de las personas que la forman estardn orgullosos
de tenerla entre nosotros. En nombre de la Academia: Enhorabuena.






